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OBOR 1. Matematika a statistika

Olomouc 2023



Prohlášeńı
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Anotace

Tato práce se zaměřuje na normalizaci, transformaci a klasifikaci dat z Rama-

novy spektroskopie mozkové tkáně s ćılem rozlǐsit mezi mozkem a nádorem.

Stěžejńım krokem při předzpracováńı dat byla baseline korekce. Pro klasi-

fikaci byly využity klasifikátory k-nearest neighbors (KNN) a rozhodovaćı

strom.
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Annotation

This thesis focuses on the normalization, transformation and classification of

Raman spectroscopy data of brain tissue in order to distinguish between brain

and tumor. A key step in the data preprocessing was baseline correction.

The k-nearest neighbors (KNN) classifiers and decision tree were used for

classification.
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2.3 Transformováńı dat . . . . . . . . . . . . . . . . . . . . . . . . 21

2.3.1 Derivace . . . . . . . . . . . . . . . . . . . . . . . . . . 22

2.3.2 Baseline correction . . . . . . . . . . . . . . . . . . . . 24

3 Klasifikačńı metody 29
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4.1 Kř́ıžová validace . . . . . . . . . . . . . . . . . . . . . . . . . . 34
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Úvod

Gliomy představuj́ı v́ıce než třetinu všech intrakraniálńıch nádor̊u. Jedná se

o heterogenńı skupinu primárńıch mozkových nádor̊u s r̊uznorodým biolo-

gickým chováńım, která významně ovlivňuje přežit́ı a kvalitu života paci-

ent̊u. I přes nedávný pokrok v diagnostických a terapeutických možnostech

je prognóza pacient̊u s gliovými nádory stále nepř́ıznivá. Základem terapie

je radikálńı bezpečná resekce.[1] K dosažeńı maximálńı radikálńı resekce se

použ́ıvá řada technik[2]:

• Standardńı resekce pomoćı mikroskopických technik

• Neuronavigace s využit́ım předoperačńıho anatomického plánováńı

• Funkčńı navigace (fMRI, traktografie)

• Fluorescenčńıperioperačně naváděná resekce (ALA, fluorescein)

Zcela novým př́ıstupem umožňuj́ıćım pr̊uběžnou perioperačńı kontrolu hra-

nice resekce je využit́ı Ramanovy spektroskopie, která na základě spektrálńı

analýzy hodnot́ı biochemické složeńı tkáně. Spektrum je pro každou tkáň je-

dinečné a umožňuje rozlǐsit nádorovou a zdravou tkáň v minimálńım vzorku

odpov́ıdaj́ıćımu hrotu mikrosondy.

Ćılem této práce je spolehlivá identifikace nádorové tkáně v mozku živých pa-

cient̊u pomoćı matematického/statistického zpracováńı dat. Za t́ımto účelem

budou źıskána Ramanova spektra mozkové tkáně se známými histopatolo-

gickými znaky. V prvńı části se zaměř́ıme na p̊uvod dat pro klasifikaci. Ob-

sahem druhé části práce jsou možné transformačńı metody pro přesněǰśı kla-

sifikaci a na závěr vyzkouš́ıme r̊uzné klasifikátory a zhodnot́ıme výsledky.
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Kapitola 1

Původ dat

Pro tento projekt jsou data źıskávaná při operaci pacient̊u s mozkovým

nádorem pomoćı optické vláknové Ramanovy sondy, která funguje na prin-

cipu Ramanovy spektroskopie. Ramanova spektroskopie je metoda, která

umožňuje studovat vnitřńı strukturu molekul v materiálech, jako jsou buňky

nebo tkáně. K tomu se použ́ıvá laserový paprsek, který interaguje s moleku-

lami a měř́ı se spektrum zářeńı, které je v d̊usledku této interakce vydáváno.

Toto spektrum obsahuje informace o vibračńıch pohybech molekul v ma-

teriálu a umožňuje identifikovat r̊uzné druhy molekul a sledovat změny v

jejich struktuře.

Ramanova spektroskopie[3] je často použ́ıvána v biologických výzkumech k

analýze tkáńı nebo krevńıch vzork̊u. Je to kv̊uli tomu, že může identifiko-

vat specifické vibračńı módy, které jsou citlivé na r̊uzné fyzikálně-chemické

faktory, jako je teplota nebo pH. Tyto vibračńı módy se nazývaj́ı Ramanovy

markery a jsou d̊uležité pro identifikaci r̊uzných druh̊u biomolekul a sledováńı

biochemických proces̊u, jako jsou fáze buněčného cyklu nebo stádia rakoviny.

Ve své práci jsem pracoval s celkem 19 pacienty, od kterých jsem měl k dispo-

zici vzorky. Každý vzorek obsahoval zhruba 12 měřeńı, přičemž většina z nich

se skládala ze 2 až 4 spekter mozku a zbylá spektra představovala nádorové

tkáně. Celkem jsem tedy pracoval s 222 spektry, z nichž bylo 50 mozkových

a zbylých 172 nádorových. Tři měřeńı jsem musel ručně odstranit, jelikož

se chovala velmi odlǐsně. Každé spektrum sestává z uspořádané n-tice č́ısel,

která odpov́ıdá hodnotám Ramanova posunu, a dále n-tice č́ısel odpov́ıdaj́ıćı

hodnotám Ramanovy spektroskopie pro každou hodnotu Ramanova posunu.
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Před analýzou každého spektra jsem źıskal informaci od patologa, zda se

jedná o spektrum mozku nebo nádoru.

Před úpravou dat je vhodné data nejdř́ıve vizualizovat, abychom věděli, jak

vypadaj́ı. V Grafu 1.1 můžeme vidět tato surová data, kde zeleně jsou vy-

kresleny výsledky měřeńı zdravého mozku a červeně měřeńı nádoru.

Graf 1.1: Surová data

Tato data je možné analyzovat pouze na intervalu 500cm−1 až 1800cm−1.

Dolńı i horńı ohraničeńı datové sady bylo určeno odborńıkem, který data

poskytl. Data již nelze analyzovat za hranićı 1800 cm−1, protože měřeńı je

zde ovlivněno okolńım světlem.
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Graf 1.2: Ořezaná data

Jak si můžeme všimnout v Grafu 1.2, měřeńı je velice neuhlazené. Tuto ne-

uhlazenost je potřeba odstranit pomoćı jedné z metod popsaných v následuj́ıćı

kapitole.

10



Kapitola 2

Transformačńı metody

Samotné surové datové soubory z Ramanovy spektroskopie mohou být velmi

složité a obsáhlé. Před samotnou klasifikaćı je tedy nutné data transformovat,

abychom źıskali relevantńı informace, které lze použ́ıt pro klasifikaci. Trans-

formace dat se obvykle provád́ı s ćılem odstranit šum a normalizovat data.

Všechny následuj́ıćı transformace byly provedeny pomoćı programovaćıho ja-

zyku Python s použit́ım knihoven NumPy, Pandas, SciPy, Scikit− learn

a dále knihoven Matplotlib a Plotly pro vykreslováńı graf̊u.

2.1 Metody vyhlazeńı dat

Metody vyhlazeńı dat jsou užitečné nástroje při analýze biologických dat.

Tyto metody slouž́ı k redukci šumu a odstraněńı náhodných fluktuaćı, což

umožňuje lepš́ı detekci skutečných biologických signál̊u. Při práci s biolo-

gickými daty jsou fluktuace běžné a mohou být zp̊usobeny r̊uznými faktory.

Použit́ı vhodného vyhlazovaćıho algoritmu může vést k výraznému zlepšeńı

kvality dat a umožnit přesněǰśı analýzu a interpretaci biologických proces̊u.

2.1.1 Savitzky–Golay filtr

Savitzky-Golay filtr je numerická metoda pro hladké vyhlazeńı datových

bod̊u.[4] Filtr funguje tak, že pro každý bod vstupńıch dat se vybere určitý

počet sousedńıch bod̊u, tzv. okno, které jsou poté interpolovány polynomem

ńızkého stupně. Tento polynom je následně použit k aproximaci hodnoty v

daném bodě. V Savitzky-Golay filtru se pro interpolaci bod̊u uvnitř okna

využ́ıvá metoda nejmenš́ıch čtverc̊u.
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Výsledná úprava dat po použit́ı této metody tedy záviśı na dvou proměnných.

Na parametru n, který odpov́ıdá stupni aproximačńıho polynomu, a parame-

tru w, kterým nastav́ıme š́ı̌rku okna. Muśı platit w = 2H+1, H ∈ N, protože
pro bod xi muśı existovat množina bod̊u M = {xi−H , . . . , xi, xi+1, . . . , xi+H}.
T́ım vznikaj́ı problémy na okraj́ıch datové sady, kde neexistuj́ı všechny potřebné

body. Tyto problémy můžeme vyřešit následným ořezáńım datové sady. Můžeme

si všimnout, že pokud jako stupeň polynomu nastav́ıme n = 0, již se nebude

jednat o Savitzky-Golay filtr, ale o klouzavý pr̊uměr. Je třeba vhodně volit

parametry filtru. Uvažujme následuj́ıćı situaci. Mějme okno velikosti w = m

a polynom stupně n = m− 1. Poté filtr nemá význam, jelikož polynom pro-

jde všemi body m. Pokud ale zároveň zvoĺıme př́ılǐs velkou velikost okna w a

ńızký stupeň polynomu n, může doj́ıt ke zkresleni dat. Jelikož v tomto filtru

pro interpolaci bod̊u uvnitř okna použ́ıváme metodu nejmenš́ıch čtverc̊u, je

předmětné si tuto metodu vysvětlit.

Metoda nejmenš́ıch čtverc̊u

Mějme soubor dat (x1, y1), (x2, y2), . . . , (xn, yn), kde xi jsou vstupńı proměnné

a yi jsou odpov́ıdaj́ıćı výstupy. Chceme nalézt funkci f(x), která nejlépe apro-

ximuje data. Funkce f(x) může být libovolná spojitá funkce s definičńım

oborem odpov́ıdaj́ıćımu dat̊um.

Předpokládáme, že funkce f(x) má tvar

f(x) = a1g1(x) + a2g2(x) + . . .+ amgm(x),

kde aj ∈ R jsou koeficienty, které určuj́ı váhu každé funkce gj(x) v lineárńı

kombinaci. Funkce gj(x) mohou být libovolné funkce s definičńım oborem

odpov́ıdaj́ıćımu dat̊um. V praxi se obvykle voĺı jednoduché funkce, jako

např́ıklad polynomy, trigonometrické funkce nebo exponenciálńı funkce.
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Graf 2.1: Aproximace bod̊u polynomem

Ćılem je naj́ıt koeficienty aj tak, aby funkce f(x) co nejlépe aproximovala

data. Pro metodu nejmenš́ıch čtverc̊u se jako chyba aproximace voĺı suma

čtverc̊u odchylek mezi skutečnými hodnotami yi a hodnotami aproximované

funkce f(xi). Chceme tedy minimalizovat chybu aproximace, tzn.

S =
n∑

i=1

(yi − f(xi))
2.

Pro daľśı výpočty můžeme minimalizovanou funkci přepsat do tvaru[5]

S =
1

2

n∑
i=1

(yi −
m∑
j=1

ajgj(xi))
2.

Toto je běžná forma nejmenš́ıch čtverc̊u, ćılem je přitom naj́ıt hodnoty

a1, . . . , am, které minimalizuj́ı součet čtverc̊u odchylek mezi předpovězenými

hodnotami
∑m

j=1 ajgj(xi) a pozorovanými hodnotami yi. Jedńım ze zp̊usob̊u

nalezeńı minima je gradientńı metoda, která spoč́ıvá v nalezeńı koeficient̊u

aj jako řešeńı systému rovnic

∂S

∂aj
(x̄) = 0, j ∈ {1, 2, . . . ,m}.
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Pro každé j ∈ {1, . . . ,m} můžeme parciálńı derivaci ∂S
∂aj

(x̄) rozepsat, jako

∂S

∂aj
(x̄) = −2

n∑
i=1

(yi − f(xi))gj(xi).

Dosazeńım této rovnosti do předchoźıho vztahu dostáváme

−2
n∑

i=1

(yi − f(xi))g1(xi) = 0,

−2
n∑

i=1

(yi − f(xi))g2(xi) = 0,

...

−2
n∑

i=1

(yi − f(xi))gm(xi) = 0,

což lze zkráceně zapsat ve tvaru

n∑
i=1

(yi − f(xi))gj(xi) = 0, j = 1, 2, 3, . . . ,m.

Tento výraz je vlastně systém m lineárńıch rovnic o m neznámých, který

můžeme řešit např́ıklad Gaussovou eliminaćı nebo QR rozkladem. Koeficienty

aj źıskáme jako řešeńı tohoto systému. Po nalezeńı koeficient̊u aj můžeme

aproximovat data pomoćı funkce f(x), kde

f(x) = a1g1(x) + a2g2(x) + · · ·+ amgm(x).

2.1.2 Klouzavé pr̊uměry

Jak už jsme si řekli, pokud jako stupeň polynomu v Savitzky-Golay filtru

nastav́ıme n = 0, bude se jednat o klouzavý pr̊uměr. Klouzavý pr̊uměr je

často použ́ıvaná statistická metoda pro hladké vyhlazeńı datových řad. Tato

metoda spoč́ıvá v pr̊uměrováńı hodnot v určitém okně kolem každého bodu v

datové řadě. Š́ı̌rka tohoto okna se obvykle nazývá délka klouzavého pr̊uměru.
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Formálně lze definovat klouzavý pr̊uměr délky k pro datovou řadu

R = {r1, . . . , rn} tak, že

xi =
1

k

i+(k−1)/2∑
j=i−(k−1)/2

xj,

kde i ∈ 1, 2, . . . , n a k je liché č́ıslo. Tedy klouzavý pr̊uměr x̂i pro i-tý bod je

pr̊uměrem k hodnot v okně s centrem v i-tém bodu.

Klouzavý pr̊uměr se často použ́ıvá k vyhlazováńı biologických datových řad,

kde hodnoty mohou být zat́ıženy náhodnými fluktuacemi a šumem. Použit́ım

klouzavého pr̊uměru lze sńıžit tyto fluktuace a odhalit skryté trendy nebo

obecné charakteristiky dat. Je však třeba být opatrný při volbě délky klouzavého

pr̊uměru, protože př́ılǐs malá délka může vést k nedostatečnému vyhlazeńı a

př́ılǐs velká délka může vést ke ztrátě specifik dat.

Graf 2.2: Porovnáńı parametr̊u
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Jak lze vidět z Grafu 2.2, je velmi d̊uležité správně zvolit parametry.

Ve všech daľśıch úpravách dat budeme pracovat s daty, která jsme vyhladili

pomoci Savitzky-Golay filtru s parametry w = 15 a n = 3. Tato kombinace se

ukázala být nejlepš́ı, jelikož data dostatečně vyhladila, ale zároveň zachovala

skutečné chováńı dat.

2.2 Normováńı dat

Normováńı dat je proces úpravy hodnot v data setu s ćılem převést je na

stejný měř́ıtkový rozsah. Ćılem normováńı dat je zajistit, aby data byla

přesněǰśı pro analýzu a modelováńı. Použ́ıvá se k tomu, aby bylo možné

porovnávat nebo kombinovat data, která maj́ı r̊uzné rozsahy. Normováńı dat

také může pomoci sńıžit vliv extrémńıch hodnot v datovém setu a zlepšit

výkon některých algoritmů strojového učeńı. Mezi běžně použ́ıvané metody

normováńı dat patř́ı min-max scaling, z-score a unit length.

2.2.1 Min-max scaling

Když se na neupravená data pod́ıváme, zjist́ıme, že všechna měřeńı maj́ı své

maximum ve stejné hodnotě Ramanova posunu. To stejné plat́ı i pro minima

měřeńı. Proto je vhodné data znormovat pomoćı Min −max scaling a t́ım

dostat všechna měřeńı na stejné měř́ıtko. Min−maxscaling[6] (také známý

jako min-max normalizace) je metoda normováńı dat, která se použ́ıvá k

převodu hodnot v data setu na měř́ıtko od 0 do 1.

Metoda spoč́ıvá v přepočtu hodnot na nové hodnoty na základě minimálńı

a maximálńı hodnoty v data setu. Pokud máme data set X s n hodnotami

x1, . . . , xn, tak nová normovaná hodnota x′
i se vypoč́ıtá

x̃i =
xi −min(X)

max(X)−min(X)
,

kde min(X) a max(X) jsou minimálńı a maximálńı hodnoty v data setu X.

Tento výpočet umožňuje převést každou hodnotu v data setu na novou hod-
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notu, která je v rozmeźı od 0 do 1, kde min(X̃) = 0 a max(X̃) = 1

Výhodou min-max scalingu je, že zachovává relativńı pozici jednotlivých hod-

not v rámci data setu. Pokud jsou dvě hodnoty v data setu X ve vzdálenosti

d, pak po min − max scalingu budou tyto hodnoty vzdálené právě d̃, kde

d̃ = d−min(X)
max(X)−min(X)

To znamená, že Min−maxscaling zachovává uspořádáńı.

Graf 2.3: Min-max normalizace

V Grafu 2.3 můžeme vidět, že skutečně všechna měřeńı jsou nyńı ve

stejném měř́ıtku. Zároveň maj́ı všechna spektra téměř identický pr̊uběh,

čehož můžeme využ́ıt při následném transformováńı dat.

2.2.2 Unit length normalizace

Unit length normalizace je metoda, která se použ́ıvá k převodu vektor̊u

na vektory jednotkové délky. Tato metoda se často použ́ıvá v oblastech,

jako jsou strojové učeńı a analýza obrazu. Předpokládejme, že máme vektor

x = [x1, . . . , xn]. Ten si můžeme představit jako bod v n-rozměrném prostoru.
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Proč je však d̊uležité normovat vektory? Jedńım z d̊uvod̊u je, že délka vek-

toru může ovlivnit jeho interpretaci. Např́ıklad při použit́ı klasifikátor̊u stro-

jového učeńı může mı́t vektor s větš́ı délkou větš́ı vliv na klasifikaci než vektor

s menš́ı délkou. To může vést k nesprávným výsledk̊um klasifikace.

Unit length normalizace zajǐst’uje, že všechny vektory maj́ı stejnou délku,

což umožňuje přesněǰśı porovnáńı vektor̊u. Tuto normalizaci můžeme provést

děleńım vektoru x jeho vlastńı délkou, tzn.

x̃ =
x

||x||
,

kde ||x|| je euklidovská norma vektoru x, definovaná jako

||x|| =

√√√√ n∑
i=1

x2
i .

Tato normalizace vede k vytvořeńı jednotkového vektoru, protože délka nor-

movaného vektoru x̃ je rovna 1:

||x̃|| =
∣∣∣∣∣∣∣∣ x

||x||

∣∣∣∣∣∣∣∣ = ||x||
||x||

= 1

Jednotkové vektory maj́ı výhodu v tom, že jsou invariantńı v̊uči měř́ıtku,

což znamená, že jsou nezávislé na velikosti originálńıch dat a jsou vhodné

pro použit́ı v algoritmech, které se snaž́ı nalézt podobnosti nebo rozd́ıly mezi

vektory.

Po aplikaci unit length normalizace na naše data dostaneme Graf 2.4.

18



Graf 2.4: Jednotková vektorová délka

Opět můžeme vidět, že všechna spektra jsou nyńı ve stejném měř́ıtku a

zároveň maj́ı velmi podobný pr̊uběh. Pokud bychom na takto upravená data

použili Min-max scaling, dostali bychom graf velice podobný Grafu 2.3.

2.2.3 Z-score

Z-score normalizace je statistická metoda, jež slouž́ı k převodu dat na stan-

dardńı normálńı rozděleńı, které je definováno jako normálńı rozděleńı se

středńı hodnotou 0 a směrodatnou odchylkou 1.[7] Směrodatná odchylka je

statistická mı́ra variability dat vzhledem k středńı hodnotě a udává, jak moc

jsou hodnoty v sadě dat rozprostřeny kolem středńı hodnoty. Č́ım vyšš́ı je

směrodatná odchylka, t́ım v́ıce jsou hodnoty dat rozprostřeny a t́ım méně

jsou koncentrované kolem středńı hodnoty.

Směrodatnou odchylku můžeme vypoč́ıtat jako druhou odmocninu z va-

riačńıho koeficientu, který se poč́ıtá jako pr̊uměr druhých mocnin odchylek
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jednotlivých hodnot dat od středńı hodnoty. Matematicky se to dá vyjádřit

σ =

√√√√ 1

N − 1

N∑
i=1

(xi − µ)2,

kde σ znač́ı směrodatnou odchylku, N znač́ı počet prvk̊u v sadě dat, xi je

i-tý prvek a µ je středńı hodnota. Jako bodový odhad středńı hodnoty dat µ

můžeme použ́ıt výběrový pr̊uměr

x̄ =
1

n

n∑
i=1

xi

Z-score normalizace umožňuje porovnáváńı a interpretaci r̊uzných soubor̊u

dat, protože výsledné hodnoty z-score normalizace jsou vyjádřeny v jed-

notkách směrodatné odchylky od středńı hodnoty. Provedeńı Z-score nor-

malizace zahrnuje výpočet z-score pro každý prvek v sadě dat. Z-score (také

známý jako standardizované skóre) pro prvek xi v sadě dat X s pr̊uměrem µ

a směrodatnou odchylkou σ se vypoč́ıtá jako:

zi =
xi − µ

σ

Tento výpočet převád́ı p̊uvodńı měřeńı xi na měřeńı v jednotkách směrodatné

odchylky od středńı hodnoty. Pokud je z-score kladné, znamená to, že hod-

nota xi je nad pr̊uměrem. Pokud je z-score záporné, znamená to, že hodnota

xi je pod pr̊uměrem.

Jak můžeme vidět v Grafu 2.5, všechna měřeńı jsou převedena na stejné

měř́ıtko a také jejich pr̊uběh je téměř shodný.
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Graf 2.5: Z-score normalizace

Nyńı když máme data znormovaná pomoćı tř́ı r̊uzných metod, můžeme

data zač́ıt transformovat. Při porovnáńı metod normalizace, které jsme využili,

se ukazuje, že většinou vedou k podobným výsledk̊um. To znamená, že výsledky

klasifikace dat nebudou výrazně ovlivněny t́ım, kterou metodu normalizace

použijeme.

2.3 Transformováńı dat

Ćılem této kapitoly je ukázat, že transformace dat je kĺıčová pro úspěšnou

analýzu dat a pro dosažeńı přesných výsledk̊u. V následuj́ıćıch sekćıch se

budeme podrobněji věnovat r̊uzným metodám transformace dat, které jsou

často použ́ıvány v analýze dat. Ukážeme, jak vybrat nejvhodněǰśı transfor-

mace pro naše konkrétńı data.

V této práci jsme již provedli normalizaci datové sady, ale pro úspěšnou

analýzu mohou být nezbytné daľśı transformace. Každá metoda klasifikace
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má specifické požadavky na data, a proto je d̊uležité provést transformace,

které zajist́ı co nejlepš́ı výkon.

V daľśıch sekćıch této kapitoly se budeme podrobněji věnovat r̊uzným me-

todám transformace dat, které jsou často použ́ıvány v analýze dat. Ukážeme,

jak vybrat nejvhodněǰśı transformace pro naše konkrétńı datové sady.

2.3.1 Derivace

Když máme data z Ramanovy spektroskopie a chceme je zderivovat, můžeme

použ́ıt diferenciálńı aproximaci. Pro źıskáńı derivace v bodě xi můžeme použ́ıt

následuj́ıćı aproximaci prvńı derivace:

y′(xi) ≈
yi+1 − yi−1

xi+1 − xi−1

kde yi je hodnota spektra v bodě xi. Tento vzorec se nazývá centrálńı dife-

rence[8] a jedná se o přesněǰśı aproximaci než jednostranné diference, které

mohou být náchylné k chybám na okraj́ıch dat.

Tento vzorec lze zjednodušit pomoćı diference ∆x = xi+1 − xi−1 a ∆y =

yi+1 − yi−1:

y′(xi) ≈
1

2

∆y

∆x

Tento vzorec umožňuje vypoč́ıtat derivaci pro každý bod spektra na základě

sousedńıch bod̊u. Tento postup se nazývá numerická diferenciace a je běžnou

metodou pro derivováńı experimentálńıch dat.
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Graf 2.6: Porovnáńı centrálńı derivace s derivaćı

V Grafu 2.6 můžeme vidět čerchovaně skutečnou derivaci a modře centrálńı

derivaci. Je d̊uležité poznamenat, že použit́ı této metody vyžaduje, aby pro

každý bod xi existoval právě jeden bod yi. Kromě toho mohou vzniknout

chyby zp̊usobené šumem dat, což může vést ke zkresleńı výsledk̊u derivace.

Graf 2.7: Zderivovaná spektra
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Po aplikaci derivace vypadaj́ı data již vhodně upravená pro následnou

klasifikaci. Po konzultaci s odborńıkem bylo odhaleno, že velké peaky, které se

po transformaci objevily, zp̊usobuje fluorescence. Vliv fluorescence je potřeba

odstranit. Je v́ıce možnost́ı, jak fluorescenci odstranit, jako např́ıklad MCR1

nebo EEM2. Jedna z možnost́ı je také baseline korekce, kterou jsme nakonec

použili.

2.3.2 Baseline correction

Mějme vektor y reprezentuj́ıćı měřeńı, které může obsahovat šum a pomalé

trendy. Ćılem baseline korekce je odstranit pomalé trendy z vektoru y, což

nám umožńı analyzovat signál v zbytkové části. V Grafu 2.8 můžeme vidět

zeleně značené měřeńı a žlutě baseline.

Graf 2.8: Př́ıklad baseline na jednom spektru

Baseline korekce může být provedena pomoćı r̊uzných metod, jako např́ıklad

1Multivariate Curve Resolution
2Excitačně-emisńı korekce

24



metodou polynomu nebo metodou hladké křivky. Zde se zaměř́ıme na me-

todu algoritmu s minimálńımi čtverci (ALS-Asymmetric Least Squares Smo-

othing).[9]

Metoda ALS hledá korekci vztahem

y = b+ s,

kde b je baseline (pomalý trend) a s jsou špičky (rychlé změny). Ćılem je

nalézt vektor b, který minimalizuje kvadratickou chybu mezi vektorem y a

jeho dekompozićı na baseline b a špičky s:

min
b

(
||y − b− s||2 + λ||Db||2

)
,

kde D je matice diferenčńıch operátor̊u[10] a λ je regularizačńı parametr,

který ř́ıd́ı hladkost baseline. V tomto výrazu prvńı člen ||y − b− s||2 repre-

zentuje kvadratickou chybu mezi vektory y a b + s a zajǐst’uje, že nalezený

baseline a špičky co nejlépe odpov́ıdaj́ı p̊uvodńımu signálu y. Druhý člen

λ||Db||2 reprezentuje regularizaci a zajǐst’uje, aby byl baseline dostatečně

hladký. Matice diferenčńıch operátor̊u D slouž́ı k źıskáńı derivaćı baseline, a

to např́ıklad jako rozd́ıl mezi sousedńımi hodnotami vektoru.

Pro minimalizaci výše uvedeného výrazu můžeme použ́ıt metodu nejmenš́ıch

čtverc̊u (LS)3 nebo metodu gradientńıho sestupu (GD)4. Metoda ALS je al-

ternativou k těmto metodám, která použ́ıvá iteračńı optimalizačńı postup.

Tento postup se opakuje, dokud neńı dosaženo určitého kritéria ukončeńı

(např. maximálńıho počtu iteraćı nebo požadované přesnosti).

V každé iteraci se nejprve minimalizuje výraz s baseline b při konstantńım s

a následně se minimalizuje výraz s s při konstantńım b. Tento postup se opa-

kuje stř́ıdavě, dokud neńı dosaženo požadované přesnosti. My jsme baseline

3Z anglického least squares method
4Z anglického gradient descent
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korekci implementovali v programovaćım jazyku Python pomoćı následuj́ıćı

funkce[9]:

1 def baseline_als(y, lam , p, niter =10):

2 L = len(y)

3 D = sparse.csc_matrix(np.diff(np.eye(L), 2))

4 w = np.ones(L)

5 for i in range(niter):

6 W = sparse.spdiags(w, 0, L, L)

7 Z = W + lam * D.dot(D.transpose ())

8 b = spsolve(Z, w*y)

9 w = p * (y > b) + (1-p) * (y < b)

10 return b

Algoritmus 2.1: Baseline korekce

Funkce bere vstupńı signál y, parametry lam a p a počet iteraćı. V pr̊uběhu

několika iteraćı algoritmus odhadne základńı linii (baseline) signálu pomoćı

metody nejmenš́ıch čtverc̊u, přičemž zahrnuje také adaptivńı úpravu vah na

základě rozd́ılu mezi signálem a odhadnutou základńı liníı. Celkově metoda

ALS spoč́ıvá v nalezeńı nejlepš́ı baseline b a následného odstraněńı této base-

line z p̊uvodńıho signálu y pomoćı odečteńı vektoru b.

Výsledkem baseline korekce je vektor ycorr, který je źıskán odečteńım na-

lezené baseline b od p̊uvodńıho signálu y:

ycorr = y − b.

Výhodou metody ALS je, že dokáže efektivně zpracovat i signály s velkým

množstv́ım šumu a r̊uznými typy trend̊u v datech. Tato metoda je však citlivá

na volbu regularizačńıho parametru λ, který ř́ıd́ı hladkost nalezené baseline

b. Pokud je λ př́ılǐs velké, baseline bude př́ılǐs hladká a mohou chybět některé

detaily v dokončeném signálu. Na druhé straně, pokud je λ př́ılǐs malé, base-

line bude př́ılǐs detailńı a může obsahovat šum a jiné nežádoućı artefakty.
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Správná volba hodnoty λ je tedy d̊uležitá pro dosažeńı nejlepš́ıho výsledku

korekce. To můžeme vidět v Grafu 2.9, kde zeleně je značeno měřeńı a zbylé

křivky znač́ı baselinu s r̊uzným λ.

Graf 2.9: Porovnáńı parametr̊u λ

Existuje několik metod, jak určit optimálńı hodnotu λ. Jednou z nejčastěji

použ́ıvaných metod je kř́ıžová validace (cross-validation), při které se data

rozděĺı na trénovaćı a validačńı sady. Poté se provede baseline korekce s

r̊uznými hodnotami λ na trénovaćı sadě a výsledné korekce se porovnaj́ı s

validačńı sadou. Hodnota λ, která poskytuje nejlepš́ı výsledek na validačńı

sadě, je považována za optimálńı.

Výsledkem baseline korekce pomoćı metody ALS je tedy signál, který je

zbaven pomalých trend̊u a může být dále analyzován s větš́ı přesnost́ı a spo-

lehlivost́ı. Po nalezeńı vhodného λ můžeme data transformovat odečteńım

baseliny od p̊uvodńıho měřeńı. Výsledek této transformace je vidět v Grafu

2.10.
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Graf 2.10: Spektra po odečteńı baseline

Mezi měřeńım nádoru a zdravého mozku by měl být rozd́ıl v Ramanově

posunu 1460, 67 cm−1. Tato hodnota byla stanovena na základě konzultace s

odborńıkem. Je proto vhodné data znormovat tak, že každou hodnotu spek-

tra vyděĺıme hodnotou tohoto spektra v Ramanově posunu 1460, 67 cm−1.

Jelikož zelená spektra jsou v této hodnotě Ramanova posunu obecně ńıže

něž červená, ve výsledku budou zelená spektra v pr̊uměru výše než červená.

Výsledek takto upravených dat lze vidět v grafu 2.11. Takto upravená data

jsou vhodná pro následnou klasifikaci.

Graf 2.11: Pr̊uměr s rozptylem spekter
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Kapitola 3

Klasifikačńı metody

V této kapitole se zaměř́ıme na klasifikačńı metody, které nám umožńı kate-

gorizovat data na základě jejich charakteristik. Ćılem klasifikačńıch metod je

tedy rozdělit vstupńı data na skupiny podle nějakých kritéríı. Existuje mnoho

r̊uzných klasifikačńıch metod, z nichž každá má své výhody a nevýhody a

je vhodná pro určité typy dat. V této kapitole se zaměř́ıme na popis dvou

základńıch klasifikačńıch metod k-nejbližš́ıch soused̊u (KNN) a rozhodovaćıch

stromů.

3.1 Měřeńı jako vektor

Předpokládejme, že máme n dat v jednom měřeńı, které bylo upravené nor-

mováńım a transformacemi. Mějme n hodnot [x1, x2, . . . , xn]. Tyto hodnoty

můžeme reprezentovat jako n-dimenzionálńı vektor

y =


x1

x2

...

xn

 .

Tento vektor lze interpretovat jako bod v n-rozměrném prostoru. Každá

složka vektoru odpov́ıdá jedné dimenzi tohoto prostoru. Tento př́ıstup má

velkou výhodu. Je velmi efektivńı z hlediska výpočetńıho výkonu, protože se

jedná o standardńı matematické operace s vektory a maticemi.

Vektory lze dále použ́ıt jako vstupńı data pro klasifikátory. Klasifikátory

pak mohou být trénovány na takových datech a přǐrazovat je do jedné z
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předem definovaných tř́ıd. Z tohoto d̊uvodu se tedy často použ́ıvá reprezen-

tace dat pomoćı vektor̊u v n-rozměrném prostoru pro účely strojového učeńı

a klasifikace.

3.2 Nejbližš́ı sousedé

Klasifikátor nejbližš́ıch soused̊u (KNN) je jedńım z nejjednodušš́ıch a nejčastěji

použ́ıvaných algoritmů pro klasifikaci dat. Jeho základńı myšlenkou je, že se

nový vzorek přǐrad́ı k tř́ıdě nejbližš́ıch soused̊u v trénovaćı množině.

Konkrétně předpokládejme, že máme trénovaćı množinu

T = (x1, y1), (x2, y2), . . . , (xn, yn),

kde xi jsou vstupńı vektory a yi jsou př́ıslušné tř́ıdy. Chceme klasifikovat

nový vektor xnový. Algoritmus KNN pracuje tak, že nejprve nalezneme k

nejbližš́ıch soused̊u vektoru xnový v trénovaćı množině podle nějaké metriky

d(x, y), např. eukleidovské vzdálenosti

d(x, y) =

√√√√ n∑
i=1

(xi − yi)2.

Poté se vektor xnový přǐrad́ı do tř́ıdy, která se vyskytuje nejčastěji mezi těmito

k nejbližš́ımi sousedy. Můžeme ovšem také každému z k nejbližš́ıch bod̊u

přǐradit váhu podle vzdálenosti od xnový, ten pak zařad́ıme do kategorie s

vyšš́ım součtem vah.

Algoritmus KNN má několik výhod, jako je jednoduchost implementace,

robustnost proti šumu a schopnost pracovat s nelineárńımi rozhodovaćımi

hranicemi. Nicméně, má také některé nevýhody, např́ıklad citlivost na volbu

metriky a počet nejbližš́ıch soused̊u.[11]

Za účelem ilustrace tohoto algoritmu použijeme Graf 3.1, který znázorňuje

klasifikaci dvoudimenzionálńıch dat pomoćı KNN s k = 3:
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Graf 3.1: Př́ıklad algoritmu KNN s k = 3

Tento graf ukazuje použit́ı KNN pro dvoudimenzionálńı data. Avšak algo-

ritmus KNN lze použ́ıt také pro data vysoké dimenze. Pokud je dimenze dat

vysoká, může být obt́ıžné naj́ıt nejbližš́ı sousedy, protože se data vysoké di-

menze chovaj́ı jinak než data ńızké dimenze. V takových př́ıpadech může být

užitečné použ́ıt některou z metod pro sńıžeńı dimenze dat, jako je např́ıklad

PCA1 nebo t-SNE2.

3.3 Rozhodovaćı strom

Rozhodovaćı strom pro vektorová data je matematická metoda tř́ıděńı vek-

tor̊u na základě jejich vlastnost́ı. V tomto př́ıstupu je vektorový prostor

rozdělen pomoćı nadrovin, které vytvář́ı hierarchii rozhodováńı.

1Analýza hlavńıch komponent
2t-distributed stochastic neighbor embedding
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Každá nadrovina se definuje obecnou rovnićı:

a1x
(1)
i + a2x

(2)
i + . . .+ anx

(n)
i = b,

kde x
(j)
i je j-tá souřadnice vektoru xi v n-rozměrném vektorovém prostoru

a ai a b jsou konstanty, které určuj́ı polohu nadroviny v prostoru. Rozděleńı

vektorového prostoru na dvě podmnožiny se pak provád́ı podle toho, na které

straně nadroviny se vektor nacháźı. Koeficienty ai a b jsou určeny tak, aby

rozdělily vektorový prostor tak, aby každá podmnožina obsahovala vektory s

podobnými vlastnostmi. Tyto koeficienty jsou źıskány trénováńım algoritmu

na trénovaćıch datech.[12]

Graf 3.2: Př́ıklad rozhodovaćıho stromu pro dvoudimenzionálńı data

Výhodou rozhodovaćıho stromu pro vektorová data je jeho schopnost pra-

covat s vektorovými daty s r̊uzným počtem dimenźı. Rozděleńı pomoćı nadro-

vin lze provést pro každou dimenzi zvlášt’, což umožňuje efektivně tř́ıdit vek-

tory na základě r̊uzných vlastnost́ı.
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Když se vektor dostane do rozhodovaćıho stromu, postupně projde jednot-

livými nadrovinami, dokud neńı přǐrazen do konkrétńıho listu stromu. Každá

nadrovina odpov́ıdá jednomu uzlu stromu a výsledkem je binárńı strom, kde

každý vnitřńı uzel má právě dva potomky. Listy stromu představuj́ı konečné

rozhodnut́ı o tř́ıdě, do které patř́ı daný vektor. Růst rozhodovaćıho stromu

je proces vytvářeńı stromové struktury na základě trénovaćıch dat. Během

r̊ustu stromu se rozhoduje, která vlastnost dat bude použita k rozděleńı dat

na podskupiny na daľśı úrovni stromu. Proces r̊ustu stromu pokračuje, do-

kud neńı dosaženo určitého kritéria pro zastaveńı. Existuje několik kritéríı

pro zastaveńı r̊ustu rozhodovaćıho stromu.[13] Mezi nejčastěǰśı patř́ı:

• Maximálńı hloubka stromu: Určuje maximálńı počet úrovńı stromu.

Pokud je dosaženo této hloubky, r̊ust stromu se zastav́ı. Č́ım nižš́ı tento

parametr nastav́ıme, t́ım jednodušš́ı strom bude.

• Minimálńı počet vzork̊u na listu: Určuje minimálńı počet vzork̊u na

listu stromu. Pokud je počet vzork̊u menš́ı než tato hodnota, r̊ust

stromu se zastav́ı. Je d̊uležité tento parametr vhodně zvolit, jelikož

pokud ho nastav́ıme př́ılǐs ńızký, může doj́ıt k overfittingu 3

• Minimálńı počet vzork̊u v uzlu: Určuje minimálńı počet vzork̊u v uzlu,

které jsou vyžadovány pro rozděleńı uzlu na daľśı úroveň v rozhodo-

vaćım stromu. I tento parametr muśıme volit moudře, protože při př́ılǐs

vysoké hodnotě dojde k underfittingu4

3Přetrénováńı rozhodovaćıho stromu
4Nedostatečné natrénováńı stromu
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Kapitola 4

Výsledky

4.1 Kř́ıžová validace

Abychom mohli porovnávat výsledky jednotlivých klasifikátor̊u, je potřeba

provést kř́ıžovou validaci. Kř́ıžová validace (cross-validation) je často použ́ıvaná

metoda pro odhad kvality klasifikátor̊u. Ćılem kř́ıžové validace je źıskat

spolehlivý odhad kvality klasifikátoru, který lze porovnávat s jinými kla-

sifikačńımi modely nebo s očekávanou kvalitou v praxi.

Kř́ıžová validace spoč́ıvá v rozděleńı datové sady na několik menš́ıch podmnožin

(tzv. ”folds”), obvykle stejné velikosti. Každý fold je následně použit jako

testovaćı sada pro model, který byl natrénován na všech ostatńıch foldech.

Takto se vytvoř́ı několik model̊u, z nichž každý byl natrénován a otestován

na odlǐsných datech. Výsledkem kř́ıžové validace je pr̊uměrné skóre modelu

na všech testovaćıch sadách.

Kř́ıžová validace je d̊uležitá, protože odhad výkonnosti modelu na jedné tes-

tovaćı sadě může být př́ılǐs optimistický nebo pesimistický. Pokud bychom

např́ıklad použili pouze jednu testovaćı sadu, mohlo by se stát, že náhodně

jsou do ńı vybrána data, která nejsou př́ılǐs reprezentativńı pro celou datovou

sadu. To by mohlo vést k nadhodnoceńı nebo podhodnoceńı výkonnosti.

Kř́ıžová validace může být provedena r̊uznými zp̊usoby, např́ıklad pomoćı

k-fold nebo leave-one-out metody. V př́ıpadě k-fold metody je datová sada

rozdělena na k fold̊u, a to tak, že každý fold obsahuje přibližně stejný počet

vzork̊u. Poté je provedeno k opakováńı, přičemž v každém opakováńı se jeden
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fold použije jako testovaćı sada a ostatńı foldy jsou použity k natrénováńı

modelu.[14]

4.2 Jak porovnat výsledky

Porovnáńı výsledk̊u klasifikátoru je d̊uležitou součást́ı klasifikačńıch proces̊u.

Existuje několik zp̊usob̊u, jak hodnotit úspěšnost klasifikátoru. Pro výběr

správné metriky je d̊uležité zohlednit celkový kontext a účel klasifikace.

Pokud klasifikujeme pouze do dvou kategoríı pro porovnáńı výsledk̊u kla-

sifikátoru se obvykle použ́ıvá confusion matrix (matice záměn), která je

tabulkou ukazuj́ıćı počty pozitivńıch, falešných pozitivńıch, negativńıch a

falešných negativńıch klasifikaćı. Na základě této matice je možné vypoč́ıtat

r̊uzné metriky pro hodnoceńı úspěšnosti klasifikátoru, jako např́ıklad přesnost

(accuracy), úplnost (recall), specifičnost (specificity) a F-mı́ra (F1 score).[15]

V této práci budu použ́ıvat confusion matrix k porovnáńı výsledk̊u klasi-

fikátoru, protože je to jednoduchý a efektivńı zp̊usob, jak źıskat ucelený ob-

raz o úspěšnosti klasifikace. Confusion matrix umožňuje snadno porovnávat

výsledky r̊uzných klasifikátor̊u a určit, který je nejlepš́ı pro daný účel. Když

v́ıme, jak porovnávat výsledky můžeme se pustit na klasifikaci.

4.3 Porovnáńı výsledk̊u

Když umı́me porovnávat výsledky a provádět kř́ıžovou validaci, můžeme

trénovat a testovat klasifikátory. Výsledky obou klasifikátor̊u, po provedeńı

kř́ıžové validace, můžeme porovnávat pomoćı matic záměny, které nám ukážou,

jak dobře klasifikátory pracuj́ı. Oba klasifikátory byly natrénovány a otes-

továny na datech po předpracovańı (vyhlazeńı, normováńı, transformováńı).
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Graf 4.1: Porovnáńı dvou klasifikátor̊u

Během porovnáváńı výsledk̊u klasifikátor̊u jsme zjistili, že přesnost určeńı

nádoru je u obou klasifikátor̊u velmi podobná. Naopak při určeńı zdravého

mozku je rozhodovaćı strom výrazně přesněǰśı. Jedńım z d̊uvod̊u, proč KNN

nedosahuje tak dobrých výsledk̊u, může být to, že tento klasifikátor využ́ıvá

pouze lokálńı informace a nemá schopnost odhalit globálńı vztahy mezi daty.

Na druhé straně, rozhodovaćı strom dosahoval lepš́ıch výsledk̊u, a to d́ıky

tomu, že umožňuje odhalit globálńı vztahy mezi daty. Nicméně, při použit́ı

rozhodovaćıho stromu bylo potřeba vhodně nastavit parametry zastaveńı

r̊ustu, aby dosáhl nejlepš́ıch výsledk̊u. Bez správného nastaveńı těchto pa-

rametr̊u by se rozhodovaćı strom mohl přeučit a výsledky by mohly být horš́ı.

Pokud budeme cht́ıt ověřit, jak dobře bude klasifikátor fungovat v praxi,

můžeme použ́ıt metodu testováńı na nových, neznámých datech. Jelikož nová

data nemáme, můžeme odebrat spektra 4 pacient̊u. Na zbylých spektrech kla-

sifikátor natrénujeme a poté mu vlož́ıme spektra odebraných pacient̊u jako

testovaćı. Tento postup vyzkouš́ıme pouze na rozhodovaćım stromu, jelikož

dosahoval značně lepš́ıch výsledk̊u.
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Graf 4.2: Výsledky na jednotlivých pacientech

Jak můžeme vidět z Grafu 4.2, náš klasifikátor v mnoha př́ıpadech určil

správné kategorie. Je ale možné, že jsme pouze št’astně rozdělili pacienty

na trénovaćı a testovaćı podmnožiny. Abychom tomu předešli, můžeme opět

použ́ıt kř́ıžovou validaci. V tomto př́ıpadě ale nebudeme rozdělovat všechna

spektra do k skupin ale pacienty. Přesněji vybereme náhodně 4 pacienty, na

kterých budeme model testovat, a zbylých 15 použijeme jako trénovaćı.
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Graf 4.3: Výsledky po kř́ıžové validaci

Očekávali jsme, že výsledky klasifikace nádorových spekter budou vysoké,

jelikož si u nich patolog byl jistý. Naopak spektra zdravého mozku, jak nám

sdělil odborńık, mohou obsahovat nádor, který nebyl patologem detekován.

Z tohoto d̊uvodu, může být špatná klasifikace mozku ve skutečnosti správná.

Graf 4.4: Výsledky na trénovaćı sadě

Jak si můžeme všimnou, výsledky našeho klasifikátoru na množině dat, na
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které jsme klasifikátor natrénovali jsou u nádoru téměř stoprocentńı. Přesnost

určeńı zdravého mozku neńı už tak vysoká, ale jak již bylo řečeno, skutečná

přesnost může být mnohem vyšš́ı. Pro využit́ı tohoto klasifikátoru v praxi

je ale stále př́ılǐs nepřesný. Tato nepřesnost může být zp̊usobená nedostat-

kem trénovaćıch dat nebo také nevyváženým poměrem mozkových spekter

k nádorovým. Pro zlepšeńı přesnosti klasifikátoru můžeme zvážit několik

možnost́ı. Jednou z nich je źıskáńı v́ıce trénovaćıch dat, zejména pak spekter

zdravého mozku.

Je také d̊uležité brát v úvahu kontext, ve kterém bude klasifikátor použit, a

přizp̊usobit jeho parametry a vlastnosti tomuto kontextu. Např́ıklad, pokud

bude klasifikátor použit pro screening na klinice, může být d̊uležité maxi-

malizovat schopnost detekovat nádor, i když to může vést ke sńıžeńı celkové

přesnosti. Daľśı možnost́ı pro zlepšeńı přesnosti klasifikátoru je použit́ı po-

kročileǰśıch algoritmů strojového učeńı, jako jsou neuronové śıtě.
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Závěr

V prvńı části této práce jsme se zaměřili na několik metod transformace

a normalizace dat z Ramanovy spektroskopie. Pro dosažeńı vysoké kvality

klasifikace je totiž kĺıčové zajistit, aby data byla správně připravena a zpra-

cována. V této části jsme ukázali, jak lze využ́ıt např́ıklad Savitzky-Golay

filtr, derivace či baseline korekci.

V druhé části jsme se zaměřili na základńı klasifikátory, jako jsou KNN nebo

rozhodovaćı strom a vysvětlili jejich principy, výhody a nevýhody. Poté jsem

tyto klasifikátory použili k samotné klasifikaci dat z Ramanovy spektroskopie

mozkové tkáně. Výsledky byly slibné a ukázaly, že tato technologie může být

velmi užitečná pro diagnostiku a výzkum v oblasti neurovědy.

Celkově tedy tato práce ukazuje, jak může být tato technologie využita k

dosažeńı relativně vysoké kvality klasifikace dat a t́ım přispět ke zlepšeńı di-

agnostiky a léčby v oblasti neurovědy. Práce ukazuje nejlepš́ı možnost, jak

by se mohla data z Ramanovy spektroskopie transformovat a následně klasi-

fikovat, vzhledem k dodaným dat̊um. Bohužel, kv̊uli nedostatku dat je zat́ım

obt́ıžné dospět k definitivńımu závěru. Nicméně v práci na této problematice

se bude pokračovat dále a budeme se snažit vytvořit co nejlepš́ı možný klasi-

fikátor s využit́ım větš́ıho množstv́ı dat a odhalit znaky, na základě kterých

se bude klasifikátor rozhodovat pro možnost následné analýzy.
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cováńı biologických signál̊u. Ostrava, 2021. Bakalářská práce. Vysoká
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2.8 Př́ıklad baseline na jednom spektru . . . . . . . . . . . . . . . 24
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2.10 Spektra po odečteńı baseline . . . . . . . . . . . . . . . . . . . 28
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4.2 Výsledky na jednotlivých pacientech . . . . . . . . . . . . . . 37
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